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Resumo

As plantas são uma forma das gerações mais jovens preencherem a neces-
sidade de cultivar, para além de proporcionar benef́ıcios tanto f́ısicos como
mentais. As doenças em plantas domésticas são decorrentes, em particu-
lar, quando não se tem conhecimento para as prevenir. Para tentar mitigar
este problema este trabalho pretende desenvolver uma solução automática
e fiável de forma a obter informação sobre uma planta ou providenciar um
diagnóstico sobre a mesma. A automatização do trabalho é hoje em dia
uma prática cada vez mais frequente em diversas áreas, diminuindo a mão
de obra e melhorando os erros comuns ao fator humano. Neste sentido, foi
desenvolvida uma aplicação móvel que utiliza técnicas de Deep Learning, no-
meadamente Redes Neuronais Convolucionais, para a classificação de plantas
e posśıveis doenças em imagens obtidas com recurso à câmara do disposi-
tivo móvel. Deste modo, foram constrúıdos vários conjuntos de dados de
imagens que serviram de base de treino aos modelos usados. Foram ainda
feitos estudos de métodos para o pré-processamento e melhoria de imagens.
Foram usados modelos para a deteção e classificação de planta, deteção e
classificação de doença e deteção se a planta está saudável. Foram usados
métodos para a deteção de imagens escuras e desfocadas, nomeadamente, a
média e a variância de Laplace, respetivamente. Os modelos foram treinados
recorrendo às Redes Neuronais Convolucionais InceptionResNetV2 e Mobile-
NetV2. A primeira rede foi usada para a deteção e classificação das doenças
e o resto dos modelos foram implementados utilizando a segunda rede. Fo-
ram realizados vários testes para avaliar os vários modelos. Em geral, foi
conseguida uma taxa de acertos média de 95% nos modelos. Nos algoritmos
de pré-processamento para melhorar as imagens, foi obtida uma precisão de
99% no método para a deteção de imagens escuras e 84.39% para a deteção
de imagens desfocadas. Com o algoritmo proposto para detetar e classificar
doenças em plantas foi obtida uma precisão de 92.9
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ii



Abstract

Plants are a way for younger generations to fill the need to farm, as well
as providing both physical and mental benefits. Diseases in houseplants are
particularly prevalent when there is no knowledge to prevent them. To try
to mitigate this problem this work aims to develop an automatic and reliable
solution to obtain information about a plant or provide a diagnosis about
it. The automation of work is nowadays an increasingly common practice
in several areas, reducing labor and improving the errors common to the
human factor. In this sense, a mobile application was developed that uses
Deep Learning techniques, namely Convolutional Neural Networks, for the
classification of plants and possible diseases in images obtained using the ca-
mera of the mobile device. This way, several image data sets were built and
used as a training basis for the models used. Methods for pre-processing and
image enhancement were also studied. Models were used for plant detection
and classification, disease detection and classification, and healthy plant de-
tection. Methods were used for the detection of dark and blurred images,
namely, the Laplace mean and Laplace variance, respectively. The models
were trained using Convolutional Neural Networks InceptionResNetV2 and
MobileNetV2. The first network was used for disease detection and classifica-
tion and the rest of the models were implemented using the second network.
Several tests were performed to evaluate the various models. Overall, an
average accuracy of 95% was achieved on the models. In the preprocessing
algorithms for enhancing the images, an accuracy of 99% was obtained in the
method for detecting dark images and 84.39% for detecting blurry images.
An accuracy of 92.9% was obtained with the proposed algorithm for detec-
ting and classifying diseases on plants.

Keywords: Deep Learning, Convolutional Neural Networks, Disease de-
tection and classification in houseplants, Image enhancement methods, Web
Scraping, Mobile computing
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obstáculos, contribuindo para a minha evolução não só como programador
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Índice

Lista de Tabelas xi

Lista de Acrónimos xii

1 Introdução 1
1.1 Descrição do Problema . . . . . . . . . . . . . . . . . . . . . . 2
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2.7 Aplicações Móveis e para a Web . . . . . . . . . . . . . . . . . 30
2.7.1 Pl@ntNet . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.7.2 Leafweb . . . . . . . . . . . . . . . . . . . . . . . . . . 31

v



2.7.3 Picture This . . . . . . . . . . . . . . . . . . . . . . . . 32
2.8 Sum�ario . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

3 An�alise do sistema 34
3.1 Funcionalidades . . . . . . . . . . . . . . . . . . . . . . . . . . 34
3.2 Arquitetura do sistema . . . . . . . . . . . . . . . . . . . . . . 36
3.3 Sistema de classi�ca�c~ao . . . . . . . . . . . . . . . . . . . . . . 37

4 M�etodos 39
4.1 Redes Neuronais Convolucionais . . . . . . . . . . . . . . . . . 39
4.2 Data Augmentation . . . . . . . . . . . . . . . . . . . . . . . . 44
4.3 Web Scraping . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
4.4 Normaliza�c~ao e redimensionamento dos dados . . . . . . . . . 45
4.5 Melhoria de imagem . . . . . . . . . . . . . . . . . . . . . . . 45

4.5.1 M�etodo de ajustamento de intensidade . . . . . . . . . 46
4.5.2 Equaliza�c~ao de Histograma Adaptativo de Contraste

Limitado . . . . . . . . . . . . . . . . . . . . . . . . . . 47
4.5.3 Dete�c~ao de imagens desfocadas . . . . . . . . . . . . . 48

5 Conjuntos de dados 51

6 Desenvolvimento da aplica�c~ao 55
6.1 Hardware . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
6.2 Base de dados . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

6.2.1 Modelo de dados . . . . . . . . . . . . . . . . . . . . . 57
6.3 API desenvolvida . . . . . . . . . . . . . . . . . . . . . . . . . 62
6.4 Aplica�c~ao HousePlants . . . . . . . . . . . . . . . . . . . . . . 64

7 Avalia�c~ao dos modelos 72
7.1 Metodologia de treino e teste . . . . . . . . . . . . . . . . . . 72
7.2 M�etricas de avalia�c~ao . . . . . . . . . . . . . . . . . . . . . . . 73
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Cap��tulo 1

Introdu�c~ao

A classi�ca�c~ao e dete�c~ao de plantas e doen�cas s~ao uma importante fer-
ramenta em muitos dom��nios que v~ao desde a investiga�c~ao cienti�ca at�e a
aplica�c~oes comerciais. Nos �ultimos anos, temos assistido a um enorme cres-
cimento na procura de plantas dom�esticas [1, 2, 3, 4], particularmente entre
os millennials e Gen Z. Para al�em dos benef��cios f��sicos e mentais que po-
dem proporcionar, pensa-se que as plantas s~ao uma forma de as gera�c~oes
mais jovens preencherem a necessidade de cultivar. A tendência das plantas
dom�esticas tem sido alimentada pelos meios de comunica�c~ao social, criando
uma gera�c~ao de primeiros propriet�arios de plantas. Os m�etodos convencio-
nais de identi�ca�c~ao de doen�cas de plantas, tais como, a inspe�c~ao visual pelo
o homem, em alguns casos, provaram ser ine�cazes, pelo que �e imperativo
desenvolver t�ecnicas melhoradas de identi�ca�c~ao e classi�ca�c~ao das doen�cas
de plantas para prevenir potenciais perdas.

J�a existem aplica�c~oes para a dete�c~ao e classi�ca�c~ao de diversas plantas e
respetivas doen�cas a partir de imagens, onde s~ao utilizadas t�ecnicas de ex-
tra�c~ao de carater��sticas da planta usandoDeep Neural Network(DNN). �E
uma tendência crescente a utiliza�c~ao de t�ecnicas deDeep Learning(DL) su-
pervisionadas, por exemplo atrav�es deConvolutional Neural Network(CNN),
para problemas de dete�c~ao e classi�ca�c~ao onde o homem poder�a ter di�cul-
dades ou ser menos e�ciente, inspirando assim os investigadores a aprofundar
este dom��nio.

Detetar e classi�car plantas e doen�cas atrav�es de imagens pode ser bas-
tante desa�ante, uma vez que pode haver v�arios fatores que introduzem di-
�culdades. Nomeadamente, a posi�c~ao da planta para a câmara, a distância
com que �e capturada a imagem, a imagem n~ao estar focada e a falta de ilu-
mina�c~ao no momento de captura. O desempenho do sistema de classi�ca�c~ao
e dete�c~ao poder�a ser melhorado se estas di�culdades forem ultrapassadas,
utilizando, por exemplo, m�etodos de pr�e-processamento adequados. Neste
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projeto �e proposto um sistema para classi�ca�c~ao e dete�c~ao de doen�cas em
plantas baseado em t�ecnicas de DL que inclui um bloco de pr�e-processamento
para melhorar o modelo. Para melhorar a capacidade de generaliza�c~ao do
sistema, isto �e, para que o sistema tenha um desempenho consistente em
diferentes situa�c~oes, tamb�em s~ao utilizadas t�ecnicas comotransfer learning,
�ne-tuning e data augmentation.

1.1 Descri�c~ao do Problema

O objetivo deste projeto �e investigar o efeito da qualidade dos dados
introduzidos utilizando m�etodos de pr�e-processamento no desempenho de um
modelo baseado em CNN na dete�c~ao e classi�ca�c~ao de doen�cas e plantas. Este
estudo dar�a tamb�em uma perspetiva sobre m�etodos de pr�e-processamento
adequados para melhorar o desempenho de modelos que possam resolver
este problema.

1.2 Âmbito e Objetivos

Neste projeto iremos analisar a melhoria do desempenho de modelos ba-
seados em CNN, atrav�es do estudo e implementa�c~ao de m�etodos de pr�e-
processamento adequados e da investiga�c~ao da capacidade dos modelos CNN
em diferentes ambientes.

Iremos tamb�em investigar a implementa�c~ao de diferentes arquiteturas
CNN para resolver o problema na dete�c~ao e classi�ca�c~ao de plantas e doen�cas,
experimentando diferentes hiper-parâmetros, arquiteturas CNN e t�ecnicas
como transfer learning, �ne-tuning e data augmentation. E por �m, a im-
plementa�c~ao de uma aplica�c~ao m�ovel,HousePlants, que usar�a as t�ecnicas
estudadas para a resolu�c~ao do problema em tempo real. Assim, temos os
seguintes objetivos principais:

ˆ Estudar e implementar diferentes arquiteturas CNN;

ˆ Implementar diferentes m�etodos de pr�e-processamento para melhorar
os modelos CNN;

ˆ Implementa�c~ao de uma aplica�c~ao m�ovel que use os m�etodos e modelos
implementados para a resolu�c~ao do problema em tempo real.
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1.3 Estrutura do documento

Este documento �e divido em oito cap��tulos. No segundo cap��tulo, ser�a
apresentado todo o estudo efetuado para este projeto, come�cando por uma
breve apresenta�c~ao sobre a aprendizagem autom�atica. Ser�a ainda apresen-
tado um estudo das redes neuronais e das redes neuronais convolucionais, tal
como, o estudo de diferentes arquiteturas e as suas compara�c~oes. Ainda refe-
rente a este cap��tulo, ser~ao igualmente abordadas as tecnologias e bibliotecas
dispon��veis, acabando com a apresenta�c~ao de solu�c~oes existentes. No terceiro
cap��tulo �e discutida a an�alise do sistema, onde s~ao abordadas as suas funcio-
nalidades, a arquitetura e o sistema de classi�ca�c~ao que usar�a os m�etodos de
pr�e-processamento e modelos CNN. No quarto cap��tulo, ser~ao apresentados
os m�etodos e os modelos que foram estudados e implementados. No quinto
cap��tulo, s~ao discutidos os diferentes conjuntos de dados para os treinos dos
m�etodos. No sexto cap��tulo ser�a demonstrado todo o processo de imple-
menta�c~ao da aplica�c~ao. No s�etimo, ser�a discutido as diferentes metodologias
feitas para a avalia�c~ao dos resultados, tais como a divis~ao dos dados, m�etricas
e parâmetros. Ser�a ainda demonstrado o processo de treino dos modelos e
resultados na aplica�c~ao. Por �m, s~ao apresentadas as conclus~oes e dire�c~oes
para trabalho futuro.



Cap��tulo 2

Conceitos e trabalho
relacionado

Este cap��tulo descreve os principais conceitos que d~ao suporte a todo o
trabalho efetuado. Come�ca com no�c~oes de aprendizagem autom�atica, dando
ênfase �a aprendizagem supervisionada.�E tamb�em apresentada uma sec�c~ao
dedicada �as redes neuronais. Dado que este trabalho �e baseado em CNN, �e
apresentada uma sec�c~ao dedicada a este tipo de redes, abordando diferentes
arquiteturas.

Ainda referente a este cap��tulo �e apresentada uma sec�c~ao dedicada ao
estudo das tecnologias e bibliotecas utilizadas ao longo deste trabalho. O
cap��tulo termina com a apresenta�c~ao de solu�c~oes existentes e relacionadas
com os objetivos deste projeto.

2.1 Aprendizagem Autom�atica

A aprendizagem autom�atica �e o processo de utilizar modelos matem�aticos
de dados para ajudar um computador a aprender sem instru�c~oes diretas.�E
considerado um subconjunto da inteligência arti�cial. A aprendizagem au-
tom�atica utiliza algoritmos para identi�car padr~oes dentro dos dados e esses
padr~oes s~ao depois utilizados para criar um modelo de dados capaz de fazer
predi�c~oes. Com mais dados e experiência, os resultados da aprendizagem
autom�atica s~ao mais precisos, tal como os humanos melhoram com a pr�atica.
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2.1.1 Aprendizagem Supervisionada

No ramo da aprendizagem supervisionada, os dados de entrada est~ao
previamente etiquetados e s~ao usados para treinar um modelo, geralmente
atrav�es da minimiza�c~ao de uma fun�c~ao de erro.

As t�ecnicas mais conhecidas para aprendizagem supervisionada incluem
regress~ao linear, regress~ao log��stica, redes neuronais arti�ciais, m�aquina de
suporte vetorial, �arvores de decis~ao e k-vizinhos mais pr�oximos. A aprendi-
zagem supervisionada �e uma das �areas mais utilizadas e bem-sucedidas, com
problemas bem de�nidos. As t�ecnicas podem ser agrupadas em classi�ca�c~ao
e regress~ao, sendo a primeira utilizada para prever valores discretos (como
classes) e a segunda para valores cont��nuos. Neste trabalho, optou-se pela
t�ecnica de classi�ca�c~ao.

2.2 Redes Neuronais

A aprendizagem profunda �e uma forma especializada de aprendizagem au-
tom�atica que utiliza redes neuronais para dar respostas. As redes neuronais
s~ao uma s�erie de algoritmos utilizados para identi�car a rela�c~ao subjacente
num conjunto de determinados dados. O processo tenta imitar a forma como
o c�erebro humano faz a mesma opera�c~ao. As redes neuronais adaptam-se �as
altera�c~oes de entrada e n~ao requerem interven�c~ao humana.

Uma rede neuronal �e uma fun�c~ao n~ao-linear [5] que descreve uma previs~ao
da sa��da ŷ como uma fun�c~ao n~ao-linear das suas vari�aveis de entrada,

ŷ = f (x1; : : : xp; � ) ; (2.1)

onde a fun�c~aof �e parametrizada [6] por � . Numa rede neuronal s~ao
usados v�arios modelos de camadas de regress~ao linear e fun�c~oes de ativa�c~ao
n~ao lineares. A rede neuronal como um modelo de regress~ao linear �e dado
por:

ŷ = b+
dX

i =1

Wi x i ; (2.2)
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onde, x i �e a entrada da rede,Wi os pesos eb o bias. Os pesos e obias
s~ao considerados como parâmetros trein�aveis. Numa forma mais visual, a
entrada x i �e representado como um n�o e os pesosWi como uma liga�c~ao. O
termo bias b tamb�em ser�a representado como uma liga�c~ao, mas �a parte.

Figura 2.1: Exemplo de uma rede neuronal com duas entradas e uma sa��da
(perceptr~ao).

Para descrever a rela�c~ao n~ao linear entre as vari�aveis de entradax i e ŷ,
�e utilizada uma fun�c~ao de ativa�c~ao ' . No caso de se usar uma fun�c~ao de
ativa�c~ao sigmoid, o modelo deixa de ser uma regress~ao linear e passa a ser
um tipo de regress~ao log��stica.

ŷ = '

 

b+
dX

i =1

Wi x i

!

; (2.3)

Uma fun�c~ao de ativa�c~ao [7] serve para converter valores para uma outra
escala e fornece �a rede a capacidade de efetuar transforma�c~oes n~ao-lineares.
Assim sendo, a fun�c~ao de ativa�c~ao ter�a como objetivo colocar valores para um
intervalo especi�co, adaptando-se de acordo com as exigências do problema
em quest~ao. A rede opera com valores que estejam no mesmo intervalo e
assim faz com que treine mais r�apido, melhorando o seu desempenho. A
fun�c~ao de ativa�c~ao retorna um n�umero, esse n�umero pode ser 0 ou 1, ou
estar entre um intervalo, como por exemplo [0,1], ou [-1,1] ou mesmo estar
entre [� �; + 1 ], existindo assim v�arias fun�c~oes de ativa�c~ao (Figura 2.2).
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Figura 2.2: Fun�c~oes de ativa�c~ao

Normalmente, uma fun�c~aosigmoid [8] �e muito usada para tarefas de
classi�ca�c~ao bin�aria, j�a que os valores de sa��da est~ao entre [0,1]. J�a uma
fun�c~ao softmax [8], �e usado para tarefas como classi�ca�c~ao multi-classe. Esta
equa�c~ao converte as sa��das para probabilidades de cada classe alvo sobre to-
das as classes alvo poss��veis. Onde essas probabilidades calculadas ser~ao
�uteis para determinar a classe alvo para as entradas dadas. Mas como pode-
mos ver, existem in�umeras fun�c~oes de ativa�c~ao que podem ser usadas e que
dependem de cada problema.

A Figura 2.3 �e um exemplo de uma rede neuronal de três camadas (en-
trada, escondida e sa��da) onde a sa��da ^y �e calculada a partir dos neur�onios
anteriores (Figura 2.3).

Figura 2.3: Exemplo de uma rede neuronal.

Uma rede neuronal, modi�ca os seus pesos ao longo de cada itera�c~ao
atrav�es do algoritmo da retro-propaga�c~ao do erro (backpropagation). Tendo
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como objetivo, minimizar o erro. Para minimizar o erro s~ao usados m�etodos
de otimiza�c~ao. Dentro desses m�etodos, temos a Stochastic gradient descent
(SGD). Ou seja, o m�etodo SGD atualiza os parâmetros de um modelo para
minimizar uma fun�c~ao de perda, usando gradientes da fun�c~ao de perda em
rela�c~ao aos parâmetros. Obackpropagationfornece uma maneira de propagar
esses gradientes.

Dentro do dom��nio das redes neuronais existem diversas variantes, sendo
as principais as CNN, asMultilayer Perceptron (MLP) e as Recurrent Neural
Network (RNN).

2.3 Rede Neuronal Convolucional

As CNN s~ao um tipo especializado de Rede Neuronal Arti�cial que conse-
guem lidar com dados de topologia de grelha. E s~ao popularmente utilizadas
quando se trata de dados de imagem (ou seja, grelha 2D depixels). Portanto,
as CNN s~ao redes neuronais que utilizam convolu�c~ao, Figura 2.4.

Figura 2.4: Um exemplo de entrada em convolu�c~ao 2D com um �ltro. A
�gura �e adotada a partir de [9].

Ao usar uma rede neuronal de v�arias camadas, ou seja, umaMLP, ter��amos
de passar a imagem 2D em um vetor 1D, mas a classi�ca�c~ao pode n~ao funci-
onar bem com imagens complexas. A transforma�c~ao de uma imagem 2D em
um vetor 1D pode levar �a perda de informa�c~oes cruciais sobre a disposi�c~ao
espacial e padr~oes locais na imagem, resultando na di�culdade de capturar
e�cientemente a estrutura hier�arquica e as rela�c~oes espaciais entre pixeis, es-
senciais para compreender caracter��sticas complexas como texturas, bordas e
padr~oes. Enquanto a CNN �e capaz de obter melhores resultados em rela�c~ao
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aos pixeis (espacial e temporal) atrav�es do uso de �ltros relevantes que s~ao
aprendidos dinamicamente pela rede e que n~ao requerem qualquer sele�c~ao
manual. Esses �ltros servem para detetar certas carater��sticas de um con-
junto de imagens. Da�� asCNN serem amplamente usadas em processamento
de vis~ao.

As CNNs consistem em v�arias camadas convolucionais e depooling, segui-
das por uma camada densa ou v�arias camadas densas (MLP ), dependendo
do problema em quest~ao. A primeira camada convolucional extrai as carac-
ter��sticas da imagem, enquanto a camada depooling reduz a dimensionali-
dade da imagem, ajudando a reduzir o peso computacional. A �ultima camada
da CNN (fully-connected) �e respons�avel pela previs~ao �nal da imagem. No
entanto, �e importante destacar que camadas ou parâmetros desnecess�arios
podem levar a sobre-aprendizagem, tornando a rede in�util para situa�c~oes re-
ais.

Figura 2.5: Um exemplo de uma arquiteturaCNN que consiste em duas
camadas convolucionais, duas camadaspooling e duas camadas densas utili-
zadas para a classi�ca�c~ao. A �gura �e adotada a partir de [9].

Como se observa na Figura 2.5, temos uma classi�ca�c~ao multi-classe, de
um conjunto de 10 classes. O quadrado mais �a esquerda, que cont�em um
n�umero '2' desenhado, �e a imagem de entrada, onde est�a dividido por qua-
drados mais pequenos, os pixeis. Seguidamente, tem duas camadas convolu-
cionais intercaladas com camadaspooling organizadas em linhas, colunas e
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canais (r � c� n), onde cada quadrado representa uma unidade escondida. A
rede termina com duas camadas densas e uma fun�c~ao �nal (fully-connected).
A camada pooling que est�a a ser usada �e um redimensionamento onde ser�a
escolhido o valor mais alto (max pooling). A fun�c~ao apresentada �e osoftmax,
produzindo as probabilidades de classe como sa��da. Cada valor agregado
ap�os a convolu�c~ao �e transformado usando uma fun�c~ao de ativa�c~ao (ReLU).
E ainda podemos ver, que antes das duas camadas densas, os dados foram
passados para um vetor 1D (ao que chamamos a essa t�ecnica deattening ).

2.3.1 Arquiteturas CNN populares

As CNN s~ao redes neuronais com m�ultiplas camadas, desenhadas princi-
palmente para reconhecimento e caracteriza�c~ao visual de padr~oes utilizando
por exemplo, pix�eis das imagens com algum pr�e-processamento de imagem.
As CNN disp~oem de v�arias arquiteturas poss��veis de adotar, destacandoAlex-
Net, GoogleNet, ResNet, VGGNet e MobileNet. Para al�em destas, existem
outras que ser~ao mencionadas ao longo do trabalho.

AlexNet

A rede AlexNet (Figura 2.6) foi projetada pelo grupoSuperVision, com-
posto por: Alex Krizhevsky, Geo�rey Hinton e Ilya Sutskever. A arquitetura
Alexnet �e constitu��da por oito camadas: 5 camadas de convolu�c~ao e 3 cama-
das fully-connected. AlexNet utiliza Unidades Lineares Reti�cadas (ReLU)
em vez detanh que era uma fun�c~ao de ativa�c~ao padr~ao utilizada anterior-
mente nas CNNs.
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Figura 2.6: Ilustra�c~ao da arquitetura AlexNet. A �gura �e adotada a partir
de [10].

AlexNet tem 60 milh~oes de parâmetros, e �e propensa a entrar emover-
�tting . Os autores desta rede utilizaram t�ecnicas de aumento de dados e
dropout para superar o problema deover�tting . A AlexNet pode obter um
bom desempenho devido �a sua simples estrutura e baixa profundidade com-
paradas com outras redes.

GoogleNet

A GoogleNet, tamb�em conhecida comoInception V1 foi lan�cado pela
Google. AGoogleNetusa uma modelo de CNN inspirado porLeNet [11, 12],
mas implementando um novo conceito,inception module. O que reduziu o
n�umero de 60 milh~oes de parâmetros para para 5 milh~oes, sensivelmente 12
vezes menor que aAlexNet. Esta rede com 22 camadas permitiu um menor
consumo de mem�oria (Figura 2.7).

Figura 2.7: Arquitetura GoogleNet. A �gura �e adotada a partir de [10].

Na Figura 2.7 os blocos azuis s~ao de convolu�c~ao, os blocos a vermelho
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s~ao depooling, os blocos amarelos representam uma fun�c~aosoftmax e os
blocos a verde representam uma fun�c~ao para concatenar e normalizar. Um
dos problemas na aprendizagem autom�atica est�a relacionado com o facto dos
gradientes �carem muito pequenos (vanishing gradients[13]), pelo que pode
levar a uma situa�c~ao em que a rede para de aprender. Os engenheiros da Go-
ogleNet abordaram esse problema [14] adicionando camadas intermedi�arias,
de modo que o custo �nal seja uma combina�c~ao do custo intermedi�ario e do
custo �nal.

ResNet

Desde a introdu�c~ao daAlexNet, tomou-se a iniciativa de desenvolver esta-
dos de arte das arquiteturas CNN, tal como aGoogleNet(tamb�em conhecido
comoInception v1), que tinha 22 camadas de convolu�c~ao quando comparado
com 5 camadas de convolu�c~ao da redeAlexnet. Aumentar a profundidade da
rede n~ao garante a melhoria do desempenho. AResNet faz uso deIdentity
shortcut connections, como se vê na Figura 2.8.

Figura 2.8: Ilustra�c~ao do salto das conex~oes. A �gura �e adotada a partir de
[10].

O uso deIdentity shortcut connectionspermite saltar conex~oes para as
camadas anteriores, o que ajuda a diminuir os efeitos do gradiente de desvane-
cer ao longo das camadas sem que prejudique o desempenho da arquitetura.
Na Figura 2.9, �e mostrado um exemplo de uma arquitetura de uma rede a
implementar esse m�etodo, onde as setas representam os saltos de conex~oes.
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Figura 2.9: Ilustra�c~ao de saltos de conex~oes denotados por setas estendidas
na rede. A �gura �e adotada a partir de [10].

VGGNet

A redeVGGNet foi desenvolvida pela Universidade de Oxford. Esta CNN
destacou-se por ser simples e elegante. Existem duas vers~oes, aVGG16 e a
VGG19, sendo que a primeira �e composta por 16 camadas (Figura 2.10), sem
contar com as camadas depooling e a segunda �e composta por 19 camadas.
Ambas as redes contêm aproximadamente 140 milh~oes de parâmetros, o que
as torna dif��ceis de con�gurar.

Figura 2.10: Arquitetura VGGNet.

MobileNet

A MobileNet, tamb�em desenvolvida pela Google, foi concebida para ser
uma rede neuronal pequena, r�apida e f�acil de integrar em aplica�c~oes para
telem�oveis. Para isso, esta rede (Figura 2.11) usa um conceito novo para re-
duzir a sua complexidade computacional:Depthwise Separable Convolutions
[10, 15]. Esta rede neuronal, consegue ter um maior rendimento, devido �a
rela�c~ao entre aaccuracy registada face ao volume da rede neuronal.
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Figura 2.11: Arquitetura MobileNet

2.3.2 Compara�c~ao entre as arquiteturas CNN

A publica�c~ao [16], apresenta uma an�alise aprofundada da maioria das
redes propostas no estado da arte para o reconhecimento da imagem. Para
cadaDNN, �e avaliado a accuracy, a complexidade do modelo, a carga compu-
tacional, a utiliza�c~ao de mem�oria e o tempo. Os testes s~ao feitos no conjunto
de dados oImageNet Large-Scale Visual Recognition Competition(ILSVRC)
para 1000 classes (ImageNet-1k) [17]. AImageNet�e uma base de dados com
mais de 15 milh~oes de registos trabalhados para serem utilizados no treino
de redes neuronais. AILSVRC foi criada em 2010, com o intuito de utilizar
como ferramenta que serve para melhorar o estado da arte de dete�c~oes de
objetos e classi�ca�c~ao de imagens em larga escala. Para a valida�c~ao do treino
de cadaDNN, foi efetuado em m�edia 10 itera�c~oes com diferentes tamanhos
de batch.
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Figura 2.12: An�alise da carga dos modelos

Na Figura 2.12, s~ao apresentados oaccuracye a carga computacional para
as diversas arquiteturas. Ou seja, demonstra o estudo feito, comparando o
resultado da accuracy no conjunto de dados de valida�c~ao, em fun�c~ao dos
FLOPS (medida de desempenho do computador) em cada itera�c~ao da rede,
onde o tamanho de cada bola representa a complexidade do modelo.
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Figura 2.13: N�umero de parâmetros Top-1accuracy (a) Top-1 accuracy vs
Densidade de parâmetros Top-1accuracy (b). An�alise da e�ciência da uti-
liza�c~ao dos parâmetros usando aaccuracy

A Figura 2.13, pretende demonstrar a e�ciência com que cada modelo
utiliza os parâmetros, que pode ser vista pela divis~ao entre aaccuracy ob-
tida e o n�umero de parâmetros. Quanto mais alto for este valor, mais alto �e
a e�ciência. O gr�a�co que mostra isso �e apresentado na Figura 2.13(a), onde
pode ser visto que os modelos que mais utilizam os seus parâmetros e�caz-
mente s~ao asSqueezeNets, Shu�eNet , as MobileNets e NASNet-A-Mobile.
Desta forma, �e poss��vel ver facilmente que entre os modelos mais e�cientes,
NASNet-A-Mobile e MobileNet-v2 s~ao as duas que proporcionam umaaccu-
racy Top-1 muito superior. Entre os modelos com a maioraccuracy Top-1
(ou seja, superior a 80%) podemos observar que os modelos que usam os seus
parâmetros de forma mais e�ciente s~aoInception-v4 e SE-ResNeXt-101.
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Figura 2.14: An�alise da inferência de tempo

O tempo m�edio inferido por imagem para uma m�edia de 10 itera�c~oes para
todos os modelosDNN considerados, podem ser visualizados na Figura 2.14
para tamanho debatch igual a 1, 2, 4, 8, 16, 32 e 64, usando dois GPU, o
Titan Xp e oJetson. A partir da Figura 2.14 �e poss��vel ver que todos os mo-
delosDNN considerados, s~ao capazes de atingir altos desempenhos em tempo
real com oTitan Xp , com a �unica exce�c~ao doSENet-154, quando �e consi-
derado um tamanho debatch de 1. NoJetson em vez disso, apenas alguns
modelos s~ao capazes de atingir bons desempenhos em tempo real quando se
considera umbatch de tamanho 1, nomeadamente asSqueezeNets, as Mobi-
leNets, ResNet-18, GoogLeNet, e AlexNet. As medi�c~oes em falta devem-se �a
falta de mem�oria de sistema su�ciente para processar o maiorbatch. Mas,
podemos dizer que os melhores modelos que atingem melhores desempenhos
s~ao, principalmente, aAlexNet, MobileNets, SqueezeNetse a ResNet.

O GitHub �e uma ferramenta essencial de sistema de controlo de projetos
e vers~oes de c�odigo de desenvolvimento para desenvolvedores de software,
utilizada mundialmente. Atualmente, oGitHub disp~oe mais de 83 milh~oes
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de utilizadores. Isso signi�ca que h�a um n�umero consider�avel de pro�ssionais
que usam oGitHub para melhorar o uxo de trabalho e a sua colabora�c~ao na
plataforma. Sendo, uma plataforma usada por muitos utilizadores, foi elabo-
rado uma pesquisa na plataforma sobre o n�umero de correspondências para
cada uma das redes com os melhores desempenhos:AlexNet, MobileNet,
SequeezeNete ResNet. De acordo com os resultados encontrados atrav�es
das correspondências, a palavra \AlexNet" correspondeu a cerca de 2,067
reposit�orios criados, a \MobileNet" correspondeu a 5,751 reposit�orios e a
"ResNet"a 7,599. Por outro lado, a \SequeezeNet" correspondeu s�o a 337
reposit�orios. Sendo esta uma plataforma muito utilizada por pro�ssionais
de software, e aliando a informa�c~ao recolhida no estudo anterior, �ca de-
monstrado um ind��cio forte que a arquitetura daSequeezeNetn~ao �e uma
arquitetura muito utilizada, enquanto que aAlexNet, MobileNet e a ResNet
oferecem mais garantias.

2.4 Transfer Learning

O transfer learning [18, 19] �e uma metodologia que permite reaprovei-
tar modelos previamente treinados. Uma m�aquina utiliza o conhecimento
adquirido de uma tarefa anterior para aumentar a previs~ao sobre uma nova
tarefa. Por exemplo, utilizar a informa�c~ao obtida durante a aprendizagem
para distinguir gatos no treino de um classi�cador para c~aes (Figura 2.15).

Figura 2.15: Transfer Learning. Figura adotada de [18]

Com o Transfer Learning, utiliza-se o que aprendemos numa tarefa para
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compreender melhor os conceitos em outra tarefa. Ou seja, os pesos do
modelo, est~ao a ser automaticamente transferidos (da�� a palavraTransfer
Learning) para uma rede que realiza a tarefa A de uma rede que executa a
tarefa B.

Transfer Learning �e aplicado em diversas �areas, como por exemplo em
tarefas como processamento de vis~ao. No processamento de vis~ao, as redes
visam tipicamente detetar arestas na primeira camada, formas na camada
interm�edia e carater��sticas especi�cas nas �ultimas camadas. As camadas
iniciais e centrais s~ao utilizadas notransfer learning, e as �ultimas camadas
(as fully-connected) s~ao re-treinadas.

Figura 2.16: Transfer Learning para a execu�c~ao de uma nova tarefa. Figura
adotada de [19].

Na Figura 2.16, podemos ver que a rede A que executa a tarefa A, foi
lhe retirada as camadas �nais e adicionada novas camada, sendo essas as
camadas trein�aveis. Assim, mantemos os pesos da rede e treinamos a nova
rede com as novas camadas �nais para executar uma nova tarefa.

As vantagens mais importantes s~ao a redu�c~ao do tempo de treino do mo-
delo, a melhoria do desempenho e a ausência da necessidade de uma grande
quantidade de dados. Porque para treinar um modelo a partir do zero, s~ao
normalmente necess�arios muitos dados.
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2.5 Estudo de Frameworks

Nesta sec�c~ao ser~ao apresentadas as tecnologias envolvidas no dom��nio das
CNN.

2.5.1 Frameworks e bibliotecas

Um framework �e uma de�ni�c~ao que vai al�em do mercado desoftware.
Em outros contextos, refere-se a uma s�erie de a�c~oes e estrat�egias que visam
solucionar um problema bem espec���co. Assim, quando se deparam com esse
cen�ario, os pro�ssionais recorrem a um conjunto de abordagens e otimizam
os seus resultados.

Na �area de tecnologia, a de�ni�c~ao �e semelhante, trata-se de uma s�erie
de bibliotecas para conseguir executar uma funcionalidade espec���ca, �e um
padr~ao que pode ser incorporado a sistemas para agilizar a codi�ca�c~ao de
certas partes. Umframework fornece uma estrutura para o sistema de forma
a facilitar o desenvolvimento e implementa�c~ao de decis~oes espec���cas. J�a
uma biblioteca �e uma ferramenta que o pr�oprio sistema decide o que utilizar.

Na �area de Deep Learning, j�a existem alguns frameworks, sendo os mais
populares:TensorFlow, Keras, PyTorch, Ca�e and CNTK . Estesframeworks
j�a disp~oem de v�arios modelos com pesos pr�e-treinados. Existem aspetos
b�asicos para a utiliza�c~ao de umframework, nomeadamente a facilidade de
instala�c~ao, con�gura�c~ao, implementa�c~ao e usabilidade, no entanto, existem
ainda quatro [20] requisitos fundamentais para as ferramentas de Deep Le-
arning:

ˆ possibilidade de trabalhar com tensores, como foi visto na sec�c~ao 2.3;

ˆ ferramentas de auto-diferencia�c~ao;

ˆ existência de extens~oes que permitam trabalhar com BLAS/cuBLAS2
(implementa�c~ao subrotinas de �algebra linear elementar que �e executada
nos processadores gr�a�cos - GPUs) ecuDNN3 (bibliotecas que permi-
tem a implementa�c~ao de redes neuronais profundas que s~ao executadas
nos processadores gr�a�cos)

Tensorow

TensorFlow �e uma plataforma open-sourcede aprendizagem autom�atica
com foco particular nas redes neuronais, desenvolvida pela equipa oGoogle
Brain team. Empresas como aAirbnb, Twitter , Snapchat, NVIDIA , Dropbox
e a pr�opria Google, utilizam oframework.
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O TensorFlow �e multi-plataforma, podendo ser executado noWindows,
MacOS ou Linux. Al�em disso, tamb�em pode ser executado emCPUs, GPUs
(placas de v��deo, que aceleram o processamento), ou ainda TPU (Tensor
Processing Unit, que s~ao circuitos integrados espec���cos desenvolvidos pelo
Googlepara acelerar a aprendizagem autom�atica).

Existem APIs do TensorFlow em v�arias linguagens:Python, JavaScript,
C++ , Java, Go, Swift, C, Haskell, Julia, Ruby, Rust e Scala.

PyTorch

O PyTorch �e um framework open-sourcecomputacional, que suporta al-
goritmos de machine learning, disponibilizada peloFacebook. A Pytorch �e
capaz de realizar c�alculos utilizando tensores. Tendo como vantagem o uso
do CPU ou GPU, como oTensorFlow.

Ca�e

Ca�e �e um framework Deep Learning, desenvolvido pelaBerkeley AI Re-
search (BAIR) e por colaboradores da comunidade.Yangqing Jia criou o
projeto durante o seu doutoramento naUC Berkeley.

Os modelos e a otimiza�c~ao s~ao de�nidos por con�gura�c~ao semhard-coding.
�E poss��vel alternar entre CPU e GPU, de�nindo apenas com uma �unica
ag para treinar uma m�aquina GPU e, em seguida, instalar em dispositivos
m�oveis.

Tem vindo a ser desenvolvido por mais de 1000 criadores e teve muitas mu-
dan�cas signi�cativas. A velocidade torna oCa�e perfeito para experiências
de investiga�c~ao e implanta�c~ao na ind�ustria. OCa�e pode processar mais de
60M de imagens por dia com uma �unicaGPU NVIDIA k40 .

O Ca�e j�a impulsiona projetos de investiga�c~ao acad�emica, prot�otipos de
inicializa�c~ao, e mesmo aplica�c~oes industriais em larga escala em vis~ao, fala,
e multim�edia.

CNTK

O Microsoft Cognitive Toolkit (CNTK) �e um conjunto de ferramentas de
c�odigo aberto para Deep Learning distribu��da a n��vel comercial. Descreve
as redes neuronais como uma s�erie de passos computacionais atrav�es de um
gr�a�co. O CNTK permite ao utilizador realizar e combinar facilmente ti-
pos de modelos populares, tais comofeed-forward DNNs, redes neuronais
de convolu�c~ao (CNNs) e redes neuronais recorrentes (RNNs/ LSTMs). A
CNTK implementa a descida de gradiente estoc�astico (SGD, backpropagation
de erro) com diferencia�c~ao autom�atica e paraleliza�c~ao atrav�es de m�ultiplas
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GPUs e servidores.
A CNTK pode ser inclu��da como biblioteca em programasPython, C, ou

C++ , ou utilizada como ferramenta demachine learningatrav�es da pr�opria
linguagem de descri�c~ao de modelos (BrainScript ). Al�em disso, pode-se usar
a funcionalidade de avalia�c~ao de modelosCNTK a partir de programasJava.

O CNTK suporta sistemas operativos Linux de 64 bits ou sistemas ope-
rativos Windows de 64 bits.

Keras

Keras �e uma API de Deep Learningescrita emPython, que �e executada
usando diversosbackends, nomeadamenteTensorFlow, Theano e CNTK .

Keras �e simples, ex��vel e �e usado por organiza�c~oes como, aNASA, You-
tube e Waymo. Pode ser executada, quer emCPU, quer emGPU. �E um fra-
mework desenvolvida e mantida porFrancois Chollet, no entanto, faz parte
das equipas doTensorFlow, o que faz com que desse modo, obackendprefe-
rencial seja oTensorFlow.

2.5.2 Compara�c~ao de Frameworks

A Tabela 2.1, mostra um resumo e a compara�c~ao dosframeworks que
apresent�amos anteriormente.

Software Torch Theano Ca�e Keras TensorFlow CNTK PyTorch

Initial release 2002 2007 2013 2015 2015 2016 2016

Actively developed No No No Yes Yes No Yes

Open source Yes Yes Yes Yes Yes Yes Yes

Written in C, Lua Python C++ Python C++, Python, CUDA C++ Python, C, C++, CUDA

CUDA support Yes Yes Yes Yes Yes Yes Yes

Tabela 2.1: Resumo e compara�c~ao dasframeworksque foram mencionadas

Para al�em dos frameworks que foram apresentados acima, �e poss��vel vi-
sualizar outras onde foi retirado esta tabela [21]. Onde a maioria dosfra-
meworks j�a n~ao s~ao atualmente mantidos pelos criadores. Por essa raz~ao,
�e que foi escolhido osframeworks que se apresentam ativos e que s~ao mais
conhecidas.
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Figura 2.17: Resultados de frameworks. Imagem adotada de [22]

Os dados da Figura 2.17 [22, 23] mostram os resultados de registos encon-
trados de cadaframework. Apesar de estes dados n~ao estarem atualizados,
s~ao muito pr�oximos dos resultados atuais. Muitos dos pro�ssionais preferem
o TensorFlow usando como complementar oKeras. Para esse con�rma�c~ao,
foi usado oGitHub para tal an�alise, onde foi pesquisado o n�umero de registos.
Para o "TensorFlow"temos mais de 24M de registos, para o "Keras"mais de
5M, para o "pytorch"mais de 4M e por �m, temos o "Ca�e "com mais ou
menos 2M. Foi ainda feito uma segunda an�alise, usando oGoogle Trends.
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Figura 2.18: Resultados de frameworks com a ferramenta Google Trends

Podemos ver que, osframeworksque predominam a �area dosframeworks
Deep Learning s~ao: TensorFlow, Keras e PyTorch. Como o Keras pode
ser usada como complemento doTensorFlow, foi decidido utilizar estas duas
frameworks. Outro motivo que refor�ca a escolha doframework TensorFlow, �e
o maior n�umero de registos doTensorFlow no GitHub em rela�c~ao aoPyTorch,
indicando que mais pro�ssionais nesta �area est~ao a utiliz�a-la.

2.6 Trabalhos Relacionados

Nesta sec�c~ao, descreve-se um conjunto de projetos que est~ao diretamente
ou indiretamente ligados �a identi�ca�c~ao e classi�ca�c~ao de plantas e doen�cas
em plantas, e que serviram de referência no desenvolvimento deste projeto.

2.6.1 Aprendizagem Profunda - Estudo e Aplica�c~oes

O trabalho publicado em [20] n~ao est�a diretamente relacionado com o tra-
balho mas aborda o tema da Aprendizagem Profunda, estudando-o atrav�es
da compara�c~ao de v�ariosframeworks e utilizando um conjunto de dados
composto por imagens de algarismos manuscritos. Osframeworksutilizadas
para o estudo foram algumas das mais conhecidas, como oCa�e , Theano e
TensorFlow, entre outras. Foi realizado tamb�em um estudo mais aprofun-
dado daTheano com oKeras, TensorFlow com oKeras e Microsoft CNTK .
Foi analisado o desempenho de algoritmos pertencentes a três paradigmas
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da aprendizagem autom�atica (supervisionada, semi-supervisionada e n~ao su-
pervisionada) atrav�es do conjunto de imagens de algarismos manuscritos.�A
data em que foi realizado este trabalho de investiga�c~ao, constata-se que os
m�etodos de aprendizagem profunda s~ao signi�cativamente melhores do que
os m�etodos cl�assicos de aprendizagem autom�atica, quando os dados s~ao su-
pervisionados ou semi-supervisionados. No que diz respeito ao trabalho com
dados n~ao supervisionados, conclui-se que o desenvolvimento ainda est�a numa
fase embrion�aria. Com este tipo de dados, criam-se modelos que representem
uma aproxima�c~ao da realidade.

2.6.2 PlantAI

Daniel Bento [24] desenvolveu uma aplica�c~ao para a dete�c~ao e identi-
�ca�c~ao de doen�cas em plantas utilizando Deep Learning, onde fez estudos
das v�arias arquiteturas CNN e tecnologias. A aplica�c~ao foi desenvolvida com
a ajuda da aplica�c~aoXamarin 1, sendo o primeiro objetivo, implementar
uma aplica�c~ao compat��vel comAndroid. Foram ainda criadas duas APIs, a
.Net Core API e Flask API. A primeira API foi desenvolvida em.NetCore
2.1 e tem como principal fun�c~ao servir qualquer tipo de aplica�c~ao externa, ou
seja, fazer a liga�c~ao entre os dados, aplica�c~aoweb, aplica�c~ao m�ovel e ainda
serve como intermedi�ario de toda a parteAI do sistema. A segundaAPI , foi
desenvolvida emPython e tem como principal objetivo servir a parteAI do
sistema utilizando as seguintes funcionalidades: treino do modelo, a altera�c~ao
do modelo em vigor e a classi�ca�c~ao de imagem (Figura 2.19).

Figura 2.19: Arquitetura que Daniel Bento adotou para a implementa�c~ao da
aplica�c~ao.

1https://dotnet.microsoft.com/en-us/learn/xamarin/what-is-xamarin
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A fonte de dados que serviu de suporte a esta disserta�c~ao, foi obtida
atrav�es de uma organiza�c~ao, chamadaPlantVillage [25]. Essa organiza�c~ao
recolheu, agrupou e disponibilizou em v�arias plataformas esses dados para
a consulta e utiliza�c~ao que os utilizadores achem conveniente. O conjunto
de dados cont�em cerca de cinquenta e quatro mil imagens, distribu��das por
trinta e oito classes, onde cada classe representa um problema �tossanit�ario
(doen�ca) distinto, pertencentes a catorze esp�ecies de plantas agr��colas dife-
rentes.

Para al�em de ter implementado uma aplica�c~ao m�ovel para a dete�c~ao e
identi�ca�c~ao das doen�cas foi ainda implementado uma aplica�c~ao web (Figura
2.20) usando aAPI .NetCore.

Figura 2.20: Aplica�c~ao mobile e web desenvolvido por Daniel Bento.

2.6.3 PlantDoc

No artigo [26], foi abordado o problema da dete�c~ao de folhas doentes/-
saud�aveis em imagens usando o estado de arte dos modelos de dete�c~ao de
objetos. Uma das principais contribui�c~oes deste trabalho foi propor um con-
junto de dados inteiramente novo para a dete�c~ao de doen�cas das plantas,
chamadoPlantDoc.
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Figura 2.21: Amostras de v�arias classes do Dataset PlantDoc mostram a
lacuna entre as imagens controladas pelo laborat�orio (PlantVillage [25]) e as
da vida real.

As experiências feitas (Tabelas 2.2 e 2.3), onde fazem compara�c~ao a v�arios
modelos, mostram a sua falta de e�c�acia em imagens do mundo real, quando
foram treinados com conjunto de dados controlados, como oPlantVillage
(PVD ), mostrando assim a importância de conjuntos de dados do mundo
real, como oCropped-PlantDoc(C-PD).

Tabela 2.2: Treino de conjunto de dados controlados (PlantVillage - PVD)
apresenta um fraco desempenho em imagens do mundo real. Desempenho
sobre imagens do mundo real podem ser melhoradas atrav�es do treino em
imagens reais

Tabela 2.3: Dete�c~ao de folhas

Foi ainda usada a t�ecnica da segmenta�c~ao de imagem para extrair folhas
das imagens que podem potencialmente melhorar a utilidade do conjunto de
dados (Figura 2.22).
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Figura 2.22: Saliência e Mapas de ativa�c~ao mostra partes de uma doen�ca
numa folha.

Em baixo, na Figura 2.23, podemos ver o resultado �nal de uma aplica�c~ao
m�ovel, que tem como funcionalidade de detetar com retângulos as folhas e
identi�car a sua doen�ca.

Figura 2.23: Resultados da dete�c~ao de folha na aplica�c~ao m�ovel

2.6.4 DiaMOS Plant

No artigo [27], �e divulgado publicamente um conjunto de dados de campo
recolhidos para diagnosticar e monitorizar os sintomas das plantas, chamado
DiaMOS Plant, que consiste em 3505 imagens de frutos e folhas de pêra
afetados por quatro doen�cas. Foi realizado uma an�alise comparativa aos
conjuntos de dados da literatura existente, concebidos para a classi�ca�c~ao
e reconhecimento de doen�cas das folhas. Este estudo fornece orienta�c~oes
que ser~ao �uteis para este projeto de investiga�c~ao na sele�c~ao e constru�c~ao de
dados. Foram usados m�etodos de classi�ca�c~ao e reconhecimento baseados em
modelosCNN e a an�alise que foi realizada neste artigo real�ca as boas pr�aticas
para a constru�c~ao de conjuntos de dados, que têm impacto no conte�udo de
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informa�c~ao que os dados podem expressar, como a capacidade de descrever
o ambiente ao redor no qual foram extra��dos ou observados. V�arios fatores
foram tidos em considera�c~ao na constru�c~ao do conjunto de dados proposto.

2.6.5 Ashley Poon - Detetar a sa�ude das plantas

Ashley Poon [28] desenvolveu um estudo para a constru�c~ao de um con-
junto de dados para a dete�c~ao e classi�ca�c~ao de doen�cas em plantas usando
modelosCNNs. Tem como objetivo identi�car onde est�a a planta na imagem
e aferir se esta se encontra saud�avel. O conjunto de dados foi construido com
uma t�ecnica chamadaWeb Scraping4.3, que �e uma t�ecnica para recolher
dados a partir de sites de forma automatizada. Para al�em de usar modelos
CNN usou tamb�em o Yolo [29], que �e um m�etodo de dete�c~ao de objetos de
passagem �unica que utiliza uma rede neuronal convolucional como extrator
de caracter��sticas.

2.6.6 iBlurDetect

Em [30], s~ao discutidos v�arios m�etodos para a dete�c~ao de imagens com
desfoque. Este estudo tem por objetivo fornecer uma compara�c~ao no desem-
penho dos estados de arte dos m�etodos disponibilizados.

Figura 2.24: Fluxograma do processo de dete�c~ao de desfoque de uma imagem

Na Figura 2.24, podemos ver que para cada imagem �e calculado um valor
com o qual se determina se a imagem se encontra ou n~ao desfocada.
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2.6.7 Outras Contribui�c~oes

Nesta sec�c~ao s~ao apresentadas outras contribui�c~oes que serviram de re-
ferência, n~ao no seu todo mas em particularidades como por exemplo, as
propostas para resolver o problema das imagens n~ao focadas.

No artigo [31] �e apresentado uma solu�c~ao para identi�ca�c~ao de plantas
utilizando CNNs. Neste trabalho n~ao h�a o objetivo de detetar doen�cas nas
plantas. A maior parte das propostas que detetam doen�cas s~ao ligadas �a agri-
cultura, como por exemplo, o trabalho publicado em [32]. Estes trabalhos
baseiam-se na dete�c~ao de plantas ou doen�cas no exterior. Na dete�c~ao de plan-
tas em ambientes caseiros (interiores) a quest~ao da ilumina�c~ao pode ser um
problema. Em [33, 34] s~ao abordadas t�ecnicas de dete�c~ao utilizando imagens
com pouco luminosidade. Outro problema pode ser a falta de contraste, que
pode ser consequência da pouca luminosidade. No trabalho proposto em [35]
�e apresentada uma t�ecnica baseada na equaliza�c~ao de histograma adaptativo
para identi�car faces em imagens com pouco contraste.

S~ao tamb�em apresentadas outras propostas para a dete�c~ao em imagens
desfocadas [36, 37, 38, 39, 40, 41] que apresentam as mais diversas solu�c~oes
para resolver este problema.

2.7 Aplica�c~oes M�oveis e para a Web

Existem enumeras aplica�c~oes relativamente a esta �area. Algumas dessas
aplica�c~oes j�a têm anos de estudo, onde s~ao usadas v�arias t�ecnicas para a
classi�ca�c~ao e identi�ca�c~ao de plantas ou doen�cas. Nesta sec�c~ao, s~ao apre-
sentadas algumas dessas aplica�c~oes j�a existentes no mercado.

2.7.1 Pl@ntNet

Pl@ntNet [42] �e uma aplica�c~ao (web e m�ovel) para recolher, anotar e
pesquisar imagens para ajudar a identi�car plantas, desenvolvida por um
grupo que envolve cientistas daCIRAD 2, INRAE 3, INRIA 4, IRD 5 e da
rede de Tela Botânica6, num projeto �nanciado pela Agropolis Fondation
7. Integra um sistema de ajuda para a identi�ca�c~ao autom�atica de plantas
a partir de fotogra�as, em compara�c~ao com imagens de uma base de dados

2https://www.cirad.fr/
3https://www.inrae.fr/
4https://www.inria.fr/
5https://www.ird.fr/
6https://www.tela-botanica.org/
7https://www.agropolis-fondation.fr/
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botânica. Os resultados tornam poss��vel encontrar o nome botânico de uma
planta se este estiver su�cientemente ilustrado na base de dados de referência.
Tanto o n�umero de esp�ecies processadas como o n�umero de imagens utilizadas
evolu��ram com contribui�c~oes externas a este projeto.

Figura 2.25: Aplica�c~ao mobile da Pl@ntNet

A Figura 2.25 ilustra a aplica�c~ao m�ovel. Em ambas as aplica�c~oes (web e
m�ovel) n~ao �e poss��vel a identi�ca�c~ao de plantas ornamentais (plantas cultiva-
das pela sua beleza e usadas na arquitetura de interiores e no paisagismo de
espa�cos externos) ou hort��colas (plantas de f�acil cultivo que podem ser culti-
vadas em hortas e podem servir como alimento das pessoas). As aplica�c~oes
funcionam melhor se as imagens submetidas incidirem sobre uma parte da
planta bem de�nida. As imagens de folhas de �arvores sobre um fundo uni-
forme proporcionam resultados mais relevantes.

2.7.2 Leafweb

Leafweb[43] �e um projeto de classi�ca�c~ao de doen�cas e dete�c~ao de saliência
para o diagn�ostico de plantas com base numa imagem. E que disponibiliza
um prot�otipo em formato de um website[44] onde �e poss��vel submeter uma
imagem e obter uma classi�ca�c~ao para essa imagem.

Este projeto �e desenvolvido com a ajuda daframework Pytorch, onde uti-
lizam o conjunto de dados disponibilizados pelaPlantVillage e onde aplicam
a t�ecnica de Transfer Learning usando a redeResNet101.
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Figura 2.26: Aplica�c~ao web do projeto Leafweb

Como podemos ver na Figura 2.26, este prot�otipo apenas disponibiliza
previs~oes para classes contidas no conjunto de dadosPlantVillage, assim
sendo, ao classi�car uma imagem externa ao sistema, o resultado obtido ir�a
ser tamb�em uma das categorias existentes no conjunto de dados.

2.7.3 Picture This

O Picture This �e uma aplica�c~ao m�ovel que permite submeter uma foto-
gra�a para identi�car plantas e diagnosticar doen�cas. Permite tamb�em falar
com peritos na �area de plantas, criar cole�c~oes e adicionar lembretes �as suas
plantas adicionadas. Para al�em de poder classi�car plantas, ainda �e poss��vel
classi�car insetos, p�assaros, ervas daninhas, anos das �arvores pelos an�eis de
�arvores e muito mais (Figura 2.27).
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Figura 2.27: Aplica�c~ao mobile do Picture This

Esta aplica�c~ao cont�em in�umeros recursos, sendo a aplica�c~ao mais robusta
das apresentadas. A aplica�c~ao tem um tempo limite at�e poder deixar de ser
utilizado gratuitamente, depois disso, ser�a necess�ario pagar para usufruir do
resto da aplica�c~ao.

2.8 Sum�ario

Neste cap��tulo foram apresentados v�arios trabalhos relacionados com o
trabalho proposto neste documento. Em primeiro lugar, foram apresentados
v�arias propostas mais dedicadas aos algoritmos de dete�c~ao de plantas e de
doen�cas em plantas. Nenhum dos trabalhos aborda as plantas dom�esticas.
Os algoritmos s~ao baseados em t�ecnicas dedeep learninge utilizam arquite-
turas semelhantes �a utilizada neste projeto. Depois s~ao apresentadas v�arias
aplica�c~oes que tiram partido dos algoritmos. A maioria apresenta uma in-
terface utilizador que a partir de uma imagem de uma planta mostram in-
forma�c~ao relacionada com a planta.

Muitos dos problemas identi�cados no trabalho relacionado s~ao devido �a
falta de qualidade das imagens capturadas ou com as condi�c~oes dos locais
onde foram obtidas. Neste trabalho �e aplicado um bloco de pr�e-processamento
para minorar estes problemas (ver Sec�c~ao 4).



Cap��tulo 3

An�alise do sistema

Este capitulo faz uma abordagem da vis~ao do sistema, do ponto de vista
estrutural, analisando as funcionalidades pretendidas da arquitetura do sis-
tema que inclui um sistema de dete�c~ao e classi�ca�c~ao de doen�cas em plantas.

3.1 Funcionalidades

No sistema existem 3 tipos de utilizadores, o utilizador comum, o utiliza-
dor registado e o gestor de conte�udos.

Utilizador comum

O utilizador comum n~ao possui nenhuma conta e pode visualizar as plan-
tas e doen�cas existentes, como tamb�em pode usar o classi�cador para iden-
ti�car o tipo de planta e diagnosticar a doen�ca.

Figura 3.1: Funcionalidades do utilizador comum
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Como podemos ver na Figura 3.1, o utilizador comum dever�a conseguir
visualizar as informa�c~oes sobre plantas e doen�cas, como tamb�em poder�a usar
o sistema de classi�ca�c~ao para identi�car e diagnosticar. Sendo um utilizador
comum, ter�a tamb�em a funcionalidade de criar conta.

Utilizador registado

Um utilizador registado, para al�em de incluir as mesmas funcionalida-
des do utilizador anterior, consegue ainda adicionar plantas ao seu per�l,
visualizar o hist�orico referentes �as plantas e doen�cas identi�cadas.

Figura 3.2: Funcionalidades do utilizador registado

Como podemos ver na Figura 3.2, sendo um utilizador registado, �e poss��vel
alterar as credenciais da sua conta, adicionar plantas ao seu per�l e visualizar
o hist�orico.

Gestor de conte�udos

Por �m, temos o gestor de conte�udos (Figura 3.3). Este tem como funci-
onalidade adicionar e editar as plantas e doen�cas que ser~ao apresentadas aos
utilizadores.
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Figura 3.3: Funcionalidades do gestor

Este utilizador �e o mais simples, mas �e aquele que gere o que ser�a vi-
sualizado no lado da aplica�c~ao. Com isto, a aplica�c~ao ter�a três tipos de
utilizadores.

3.2 Arquitetura do sistema

A proposta de arquitetura para o sistema consiste em criar um sistema
dividido em três �areas distintas. A primeira �e dedicada �a aplica�c~ao m�ovel,
que �e a �area destinada aos utilizadores. A segunda �e dedicada ao compo-
nente deAI do sistema e por �ultimo, a �area que fornece toda a informa�c~ao
necess�aria �a aplica�c~ao, como a autentica�c~ao ou a base de dados.

A �area de AI , �e um ambiente criado de forma a otimizar o desenvolvi-
mento dePython. Deste modo, �e desenhada uma APIDjango, que permite
servir de ponto de comunica�c~ao do sistemaAI . A API tem como funcionali-
dade classi�car uma imagem, que envolve o pr�e-processamento de imagem e
a utiliza�c~ao de modelos de classi�ca�c~ao de imagem previamente treinados.

O terceiro componente �e composto pelos servi�cos que permitem guardar,
editar ou obter informa�c~ao para a aplica�c~ao, tais como, a autentica�c~ao ou
base de dados.

Por �ultimo, o componente da aplica�c~ao m�ovel, �ca abstra��da de qualquer
tipo de processamento, �cando apenas dependente deInternet para ligar ao
servidor AI ou a servi�cos de base de dados.
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Figura 3.4: Arquitetura do sistema

A vantagem de separar o componenteAI , �e a possibilidade de se po-
der utilizar o componenteAI separadamente de outras aplica�c~oes ou outros
servi�cos. Na Figura 3.4, podemos ver que o componente Servidor (com-
ponente AI ) �e constitu��do por v�arios m�odulos que ajudam no processo de
classi�ca�c~ao, tanto para a planta como para a doen�ca (processo explicado na
sec�c~ao seguinte). No componente que envolve servi�cos, optou-se por utilizar
os servi�cos daGooglee como foi dito, qualquer servi�co poder�a ser usado aqui,
sendo uma arquitetura adapt�avel. O uso destes servi�cos ser~ao abordados na
Sec�c~ao 6.2. Assim, sempre que �e preciso classi�car uma imagem, a aplica�c~ao
envia a imagem para o servidorAI , o servidorAI retorna uma resposta para
a aplica�c~ao e a aplica�c~ao pede a informa�c~ao da planta ou doen�ca classi�cada
ao servidor da base de dados.

3.3 Sistema de classi�ca�c~ao

Como foi visto anteriormente, na Figura 3.4, o componenteAI possui
v�arios m�odulos. Esses m�odulos ir~ao ajudar no processo de classi�ca�c~ao de
uma imagem. Na Figura 3.5, �e poss��vel ver o diagrama do sistema de classi-
�ca�c~ao com as diferentes fases.
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